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RESUMO 

 

 

 

REIS, Renata Maciel dos, M.Sc., Universidade Federal de Viçosa, julho de 
2012. Modelos de regressão não linear para descrição do crescimento 
de plantas de alho. Orientador: Paulo Roberto Cecon. Coorientadores: 
Moysés Nascimento, Fabyano Fonseca e Silva e Antônio Policarpo Souza 
Carneiro. 
 
 

O objetivo deste estudo foi escolher um modelo de regressão não linear que 

melhor descreve o acúmulo de matéria seca de diferentes partes da planta 

do alho ao longo do tempo (60, 90, 120 e 150 dias após plantio). Foram 

utilizados 20 acessos de alho pertencentes ao Banco de Germoplasma de 

Hortaliças da Universidade Federal de Viçosa (BGH/UFV). A fim de se 

trabalhar apenas com grupos de acessos semelhantes, aplicou-se a análise 

de agrupamento para a formação desses grupos. As matérias secas da 

folha, do pseudocaule, do bulbo e da raiz foram definidas como as variáveis 

nessa análise de agrupamento, que foi realizado por meio do algoritmo de 

Ward, utilizando como medida de dissimilaridade a distância generalizada de 

Mahalanobis. O número ótimo de grupos foi determinado por meio do 

Método de Mojena, o qual indicou três grupos de acessos, cujas médias de 

matéria seca do bulbo, da raiz e total da planta foram utilizadas para o ajuste 

de sete modelos de regressão não linear, a saber: Mitscherlich, Gompertz, 

Logístico, Meloun I, Meloun II, Brody e von Bertalanffy. A identificação do 

modelo que melhor se ajustou as três características de cada grupo foi 

realizada mediante coeficiente de determinação (  ), o quadrado médio do 
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resíduo (   ) e o desvio médio absoluto dos resíduos (   ). 

Comparando os valores desses avaliadores observou-se que, para as três 

caraterísticas dos três grupos, o modelo que melhor se ajustou foi o modelo 

Logístico. 
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ABSTRACT 

 

 

 

REIS, Renata Maciel dos, M.Sc., Universidade Federal de Viçosa, July, 
2012. Nonlinear regression models for the growth description of plants 
garlic. Adviser: Paulo Roberto Cecon. Co-advisers: Moysés Nascimento, 

Fabyano Fonseca e Silva and Antônio Policarpo Souza Carneiro. 
 
 

The objective of this study was to choose a nonlinear regression model that 

best described the dry matter accumulation in different parts of the plant 

garlic over time (60, 90, 120 and 150 days after planting). Were used 20 

garlic accessions belonging to the Vegetable Germplasm Bank of 

Universidade Federal de Viçosa. In order to work only with groups of similar 

accessions, was applied the cluster analysis in order to obtaining these 

clusters. The dry matter of leaf, pseudostem, bulb and root were defined as 

variables in this cluster analysis, which was conducted by the Ward 

algorithm, using as dissimilarity measure the Mahalanobis distance. Based 

on Mojena’s method to determine the number of groups, was formed three 

groups of accessions, whose means of dry matter of bulb, of root and of the 

whole plant were used to fitting of seven nonlinear regression models, 

namely : Mitscherlich, Gompertz, Logistic, Meloun I Meloun II, von Bertalanffy 

and Brody. Aiming to choose the best fitted model to the three characteristics 

of each group were calculated coefficient of determination (  ), the error 

mean square (EMS) and the average deviation absolut error. Comparing the 



xiv 

 

values  of the evaluators found that, for the three characteristics of the three 

groups, the best fit model was the Logistic model. 
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1. INTRODUÇÃO 

 

 

 

O alho (Allium sativum L.) é uma hortaliça que se destaca na culinária 

mundial e, particularmente, na brasileira, por possuir características 

acentuadas de aroma e sabor que lhe atribuem propriedades condimentares 

e também por suas propriedades medicinais (MENEZES SOBRINHO et al., 

1999; SOUZA et al., 2007). Apresenta forte importância econômica e, além 

disso, tem grande influência no sistema de agricultura familiar, por empregar 

mão-de-obra desde o plantio até a colheita (TRANI, 2009).  Em relação a 

sua diversidade genética, existem inúmeros cultivares de alho no país que 

surgiram, segundo Souza et al. (1977), principalmente por mutações 

somáticas e seleções de características desejáveis pelos agricultores. Dessa 

forma evidencia-se a necessidade de se conduzir pesquisas com o objetivo 

de estudar esta divergência genética do alho. 

Na literatura são apresentadas várias técnicas para estudo de 

divergência genética, tais como componentes principais, variáveis canônicas 

e de análises de agrupamento, como feito por Menezes Sobrinho (1999) e 

Silva (2012) para acessos (variedades) de alho e por Cargnelutti Filho et al. 

(2010) e Carvalho et al. (2003) para outras culturas como o feijão e o 

algodão, respectivamente. Para que se avalie a divergência genética de 

forma simultânea em relação às diversas características de determinada 

cultura é recomendado que se utilize medidas de dissimilaridade (CRUZ e 

CARNEIRO, 2003), para serem utilizadas em análises de agrupamento, que 

tem por finalidade reunir objetos em grupos, de forma que exista máxima 
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homogeneidade dentro do grupo e máxima heterogeneidade entre os grupos 

(JOHNSON e WICHERN, 1992). 

E mais, para que se faça um manejo adequado por meio de 

informações relevantes e também para que se detecte possíveis problemas 

no desenvolvimento das culturas recomenda-se estudar a trajetória de 

crescimento de plantas e o acúmulo de matéria seca de suas diferentes 

partes. E, segundo Silva et al. (2001), o interesse nesse estudo vem 

aumentando nesses últimos anos juntamente com o desenvolvimento de 

novas técnicas computacionais que fornecem maior agilidade e precisão das 

análises.   

 Para realizar esse estudo, tem-se utilizado modelos de regressão 

linear e não linear para descrever, tanto o crescimento da planta, quanto o 

acúmulo de matéria seca ao longo do tempo (UEDA et al., 2010; PÔRTO et 

al., 2007; ALVAREZ e CASTRO, 1999). Os modelos de regressão não linear 

proporcionam, segundo Maia et al. (2009), vantagens em relação aos de 

regressão linear, pois estes podem auxiliar o pesquisador no processo de 

tomada de decisão já que apresentam parâmetros com interpretação 

biológica, como visto nos trabalhos de Oliveira et al. (2000) e Santoro et al. 

(2005).  

Diante dos variados modelos de regressão não linear encontrados na 

literatura para descrever curvas de crescimento e acúmulos de matéria seca 

de plantas, a tarefa de definir o modelo que melhor se ajuste é relatada 

como árdua (OLIVEIRA et al., 2000; SANTORO et al., 2005, SILVEIRA et al., 

2011). Dessa forma, são propostos alguns critérios para se avaliar um 

modelo, seja por meio de análise gráfica ou por estatísticas citadas na 

literatura (SILVEIRA et al., 2011; SARMENTO et al., 2006; OLIVEIRA et al, 

2000). 

Em face destes contextos e visto que esse tipo de estudo com a 

cultura do alho e suas variedades é pouco difundido, este trabalho teve por 

objetivo escolher um modelo de regressão não linear que melhor descreve o 

acúmulo de matéria seca de diferentes partes da planta do alho ao longo do 

tempo, como a matéria seca do bulbo, da raiz e matéria seca total da planta. 

Os dados foram provenientes de 20 acessos de alho pertencentes ao Banco 

de Germoplasma de Hortaliças da Universidade Federal de Viçosa 
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(BGH/UFV) e, a fim de se trabalhar apenas com grupos de acessos 

semelhantes, aplicou-se análise de agrupamento para a formação desses 

grupos. 
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2. REVISÃO BIBLIOGRÁFICA 

 

 

 

2.1. A cultura do alho 

 

Segundo Trani (2009), o alho é uma planta herbácea de propagação 

vegetativa, pertencente à família Alliaceae. Apresenta folhas lanceoladas 

que diferem dependendo da localização na planta e possui pseudocaule 

formado pelas bainhas das folhas. Em condições climáticas favoráveis as 

gemas do caule se desenvolvem formando cada uma um bulbilho (dente), 

que em conjunto forma o bulbo (cabeça). 

O Brasil, tradicional importador de alho, vem reduzindo sua 

dependência externa graças ao desenvolvimento de novas tecnologias e 

expansão do cultivo de alhos nobres (FEITOSA et al., 2009). O alho é uma 

das mais importantes hortaliças cultivadas no Brasil e, de acordo com o 

IBGE (2012), na safra de 2011 o país produziu 142.494 toneladas em 12.836 

hectares, sendo Goiás o maior produtor (46.700 toneladas) com área 

plantada de 3.096 hectares e Minas Gerais o segundo maior produtor 

(40.960 toneladas) com área plantada de 3.075 hectares. O rendimento 

médio foi estimado em 11.101 kg/ha. 

Com esse aumento no interesse pela cultura do alho no país, 

aumenta também a necessidade de estudos que visem indicar um manejo 

adequado por meio de informações relevantes e detectar possíveis 

problemas no desenvolvimento das culturas, para isso é recomendado 

estudar a trajetória de crescimento de plantas e de características 
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relacionadas a estas, tais como matéria seca de suas diferentes partes. Uma 

forma de se fazer esse estudo é utilizando modelos de regressão não linear 

para descrever, tanto o crescimento da planta, quanto o acúmulo de matéria 

seca ao longo do tempo, visto que esses tipos de modelos proporcionam 

vantagens em relação aos de regressão linear, pois podem auxiliar o 

pesquisador no processo de tomada de decisão já que apresentam 

parâmetros com interpretação biológica. (MAIA et al., 2009). E mais, a 

utilização de curvas de acúmulo de matéria seca e de nutrientes para 

diversas cultivares de hortaliças, como um parâmetro para a recomendação 

de adubação, é uma boa indicação da demanda em cada etapa do 

desenvolvimento da planta (PÔRTO et al., 2007).  

A cultura é exigente em baixa temperatura e fotoperíodo longo para a 

bulbificação. Em geral, temperaturas médias de 12,8 a 23,9 ºC favorecem o 

desenvolvimento normal do alho. Porém, existem diferenças entre os 

cultivares quanto à resposta à temperatura e ao fotoperíodo com 

consequente variação de resposta destas às regiões de cultivo e épocas de 

plantio (MUELLER et al., 1990). Em consequência dessas diferenças e de 

sua divergência genética, num conjunto de variados acessos, pode ser que 

hajam acessos mais semelhantes e outros mais divergentes. Assim, para 

que se possa trabalhar apenas com grupos de acessos semelhantes, uma 

alternativa é utilizar técnicas de análise de agrupamento. 

 

 

2.2. Divergência genética 

 

A divergência genética entre e dentro de populações encontradas em 

suas condições naturais, em bancos de germoplasma ou desenvolvidas nos 

programas de melhoramento genético pode ser predita pelas diferenças 

entre os valores fenotípicos mensurados em suas unidades (indivíduos, 

famílias, etc.) (DINIZ FILHO, 2000 apud CRUZ et al., 2011). 

Pode-se inferir sobre a diversidade genética de duas formas, a 

primeira é de natureza quantitativa e a outra de natureza preditiva (CRUZ e 

CARNEIRO, 2003). Os métodos preditivos de diversidade genética tem sido 

bastante utilizados, sobretudo pelo fato de que, ao se basearem em 
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diferenças morfológicas, fisiológicas e moleculares dos genótipos, 

dispensam a obtenção das combinações híbridas entre eles, o que é 

vantajoso, especialmente quando o número de genitores cuja diversidade se 

deseja conhecer é elevado (CARVALHO et al., 2003). Por esses métodos as 

informações múltiplas de cada cultivar são expressas em medidas de 

dissimilaridade, que representam a diversidade existente no conjunto de 

acessos estudados.  

Estudos de divergências genéticas tem sido realizados em diferentes 

culturas como pimenta (FARIA, 2009), algodão (CARVALHO et al., 2003), 

café (FONSECA et al., 2006) e no alho (SILVA, 2012). 

 

 

2.2.1. Medidas de dissimilaridade 

 

Medida de dissimilaridade pode ser entendida como um critério que 

quantifique a distância entre dois objetos, assim, quanto menores os valores 

destas medidas, mais similares são os objetos comparados. Um grande 

número de distâncias tem sido proposto e usado em análise de agrupamento 

e, segundo Mingoti (2005), cada uma delas produz um determinado tipo de 

agrupamento. 

O termo dissimilaridade surgiu devido à relação da distância entre 

dois objetos, a medida que essa distância cresce, a divergência entre eles 

aumenta, ou seja, tornam-se cada vez mais dissimilares. 

Segundo Cruz e Carneiro (2003), as seguintes medidas de 

dissimilaridade são comumente utilizadas: Distância Euclidiana, Distância 

Euclidiana Média, Quadrado da Distância Euclidiana Média e Distância 

generalizada de Mahalanobis. Johnson e Wichern (1992) comentam que a 

distância Euclidiana é insatisfatória para algumas situações estatísticas, pois 

a contribuição de cada coordenada tem o mesmo peso para o cálculo da 

distância. Assim, se aconselha utilizar a distância euclidiana somente 

quando as caraterísticas avaliadas não tiverem graus de correlação residual 

significativos. Já a distância generalizada de Mahalanobis (1936) leva em 

consideração as variâncias e covariâncias residuais, podendo ser utilizada 

em casos que se verifique correlação residual. 
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2.2.2. Análise de agrupamento 

 

A análise de agrupamento é uma maneira de se obter grupos 

homogêneos, por um esquema que possibilite reunir os indivíduos em um 

determinado número de grupos, de modo que exista grande homogeneidade 

dentro de cada grupo e heterogeneidade entre eles (JOHNSON e 

WICHERN, 1992). Segundo Manly (1994), uma análise de agrupamento 

utiliza os valores das variáveis para esquematizar formas de agrupar os 

objetos em classes, de modo que objetos similares estejam na mesma 

classe. O autor afirma também que uma análise de agrupamento pode ser 

realizada tanto para encontrar os “verdadeiros” grupos dos objetos quanto 

visando reduzir os dados. 

Essa metodologia visa dividir um grupo original de observações em 

vários grupos, de acordo com algum critério de similaridade ou de 

dissimilaridade (CRUZ et al., 2004). Tais critérios constituem a base desta 

metodologia, visto que a análise de agrupamento se inicia com a obtenção 

de uma matriz de medidas de similaridade ou dissimilaridade obtidas da 

matriz de dados. 

 

 

2.2.3. Métodos de agrupamento 

 

Segundo Cruz e Carneiro (2003), há inúmeros métodos de 

agrupamento que se distinguem pelo tipo de resultado a ser fornecido e 

pelas diferentes formas de se definir a proximidade entre um indivíduo e um 

grupo já formado ou entre dois grupos quaisquer. Em todos os casos não se 

conhece, a priori, o número de grupos a serem estabelecidos, e diferentes 

métodos proporcionam diferentes resultados. 

Os tipos mais utilizados de agrupamento são os de otimização e os 

hierárquicos. O objetivo dos métodos de otimização é alcançar uma partição 

dos indivíduos que otimize (maximize ou minimize) alguma medida 

predefinida.  

Os métodos hierárquicos agrupam os objetos por um processo que se 

repete em vários níveis, até que seja estabelecido um diagrama 
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bidimensional em forma de árvore, que ilustra as fusões ou partições 

efetuadas em cada nível sucessivo do processo de agrupamento 

denominado dendrograma (Cruz e Carneiro, 2003). Os métodos hierárquicos 

mais conhecidos são: método do vizinho mais próximo, método do vizinho 

mais distante, método UPGMA, o método do centróide e o método da 

variância mínima de Ward. 

Segundo Rosemburg (1984), o método de Ward tem sido o método 

hierárquico preferido em alguns casos, devido a visualização de grupos bem 

definidos no dendrograma. 

O número de grupos nos métodos hierárquicos pode ser definido por 

alguns critérios: razões práticas do pesquisador; análise visual das 

ramificações do dendrograma, sendo o corte estabelecido em pontos onde 

há mudança abrupta da ramificação; e critérios estatísticos, como por 

exemplo: desvio padrão médio e coeficiente de determinação, propostos por 

Khattree e Naik (2000, apud Silva, 2012); método de Mojena (1977), 

baseado no tamanho relativo dos níveis de fusões (distâncias) no 

dendrograma.  

 

 

2.3. Modelos de regressão não linear 

 

A palavra regressão foi incorporada na linguagem estatística por 

Pearson para designar a expressão de uma variável como função de uma ou 

mais variáveis (CECON et al., 2012). Segundo Mazucheli e Achcar (2002), 

avaliar a possível relação entre uma variável dependente com uma ou mais 

variáveis independentes é uma das tarefas mais comuns em análise 

estatística. Pode-se atingir este objetivo por meio dos bem conhecidos 

modelos de regressão, os quais se dividem em duas classes distintas: 

modelos de regressão linear e modelos de regressão não linear. A primeira 

classe é assim chamada quando sua variável resposta (dependente) é 

expressa como função linear dos coeficientes de regressão, já os modelos 

de regressão não linear são aqueles em que pelo menos uma das derivadas 

parciais em relação aos parâmetros está em função de pelo menos um 

parâmetro. (RATKOWSKY, 1990). 
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Modelos de regressão linear tem aplicações nas mais diversas áreas 

do conhecimento. Entretanto, existem muitas situações em que esses tipos 

de modelos podem não ser apropriados. Em aplicações mais realistas, 

especialmente nos casos de crescimento biológico, pode ser necessário 

ajustar funções não lineares para melhor explicar o processo de 

crescimento. Ainda, segundo o autor, aplicações de modelos de regressão 

não linear são típicas em Biologia, quando plantas, ou parte delas, e 

organismos crescem com o tempo ou a idade, mas há também aplicações 

em Economia e Engenharia para esses tipos de modelos (REGAZZI, 2003). 

Um modelo de regressão não linear é considerado “intrinsecamente 

linear” se este pode ser reduzido a um modelo linear por meio de uma 

reparametrização apropriada. Pode-se, ainda, usar o termo “intrinsecamente 

linear” para referir-se a modelos que podem ser linearizados via alguma 

transformação. Caso não seja possível obter uma reparametrização ou uma 

transformação apropriada, que reduza o modelo à forma linear, tem-se os 

chamados modelos “intrinsecamente não lineares”.  (MAZUCHELI e 

ACHCAR, 2002). 

De acordo com Souza (1998), modelos de regressão não linear 

podem ser escrito da seguinte forma: 

 

    (    )                    (1) 

 

onde a função resposta  (   ) é não linear,    representa a observação da 

variável dependente,    representa um vetor de observações em    variáveis 

preditoras,   [     ]  é um vetor de parâmetros   dimensional 

deconhecido e     representa o erro aleatório. 

Encontrar o estimador do parâmetro que minimize a soma dos 

quadrados residuais é uma forma de ajustar o modelo, esse método é 

chamado de Método dos Mínimos Quadrados Ordinários. Segundo 

Ratkowsky (1990), o método dos mínimos quadrados ordinários para 

regressão não linear, ao contrário do método para regressão linear, não 

apresenta expressões matemáticas explícitas. Dessa forma, algum método 

iterativo deve ser utilizado para obter as estimativas de mínimos quadrados.  
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Diversos métodos iterativos são propostos na literatura, os mais 

utilizados, segundo Bates e Watts (1988), são o método de Gauss-Newton 

ou método da linearização, o método Steepest-Descent ou método do 

gradiente e o método de Marquardt. 

Dentre os modelos mais utilizados na literatura para descrever curvas 

de crescimento de animais e plantas e também acúmulo de matéria seca 

estão os modelos Logístico, Gompertz, von Bertalanffy, Brody, Mitscherlich, 

Richard  (SANTORO et al., 2005; SARMENTO et al., 2006; PÔRTO et al., 

2007; BRITO et al.,  2007; MAIA et al., 2009; SILVEIRA, 2010; entre outros). 

 

 

2.3.1. Avaliadores da qualidade do ajuste 

 

Quando diferentes modelos de regressão não linear são ajustados a 

um mesmo conjunto de dados, é importante que se utilize de ferramentas 

estatísticas visando compará-los e indicar o melhor modelo. Essas 

ferramentas são denominadas avaliadores da qualidade do ajuste e, 

encontra-se na literatura, diversas propostas para os mesmos (SILVEIRA, 

2010). 

Na literatura especializada, a maioria dos trabalhos envolvendo 

comparação modelos de crescimento utiliza apenas o coeficiente de 

determinação ajustado (   
 ) e o desvio padrão residual como avaliadores da 

qualidade do ajuste que, segundo Silveira (2010), tal procedimento pode ser 

explicado pelo fato destes avaliadores serem apresentados diretamente nos 

arquivos de saídas de softwares estatísticos como SAS® (SAS, 2003) e R (R 

DEVELOPMENT CORE TEAM, 2011). 

Além destes, outros avaliadores como Quadrado médio do resíduo 

(QMR), coeficiente de determinação (R2) porcentagem de convergência 

(CG%), Critério de Informação de Akaike (AIC), Critério de informação 

Bayesiano (BIC), Desvio médio absoluto (DMA) podem ser encontrados na 

literatura, em que Agostinetto et al. (2004), Sarmento et al. (2006) e Maia et 

al. (2009) utilizam o QMR e R2, Maia et al. (2009) utilizam também o CG%,  
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Silveira et al. (2011) utilizam o AIC  e BIC  e Sarmento et al. (2006) utilizam 

também o DMA. 
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3. MATERIAL E MÉTODOS 

 

 

 

3.1. Descrição do experimento 

 

O experimento foi realizado no período de março a novembro de 

2010, em área experimental pertencente ao setor de olericultura do 

Departamento de Fitotecnia da Universidade Federal de Viçosa (UFV), 

município de Viçosa, Zona da Mata de Minas Gerais, nas coordenadas 

geográficas: 20º 45’ de latitude sul e 42º 51’ de longitude oeste, com altitude 

média de 650 m.  

O delineamento experimental foi o de blocos completos casualizados 

com quatro repetições. Foram avaliados 20 acessos de alho registrados no 

Banco de Germoplasma de Hortaliças (BGH/UFV). 

A avaliação de matéria seca das partes das plantas desses acessos 

foi realizada em quatro períodos: 

i) Primeiro período e inicial (60 dias após plantio, dap); 

ii) Segundo período (90 dap); 

iii) Terceiro período (120 dap); 

iv) Quarto período e final (150 dap). 

As seguintes matérias secas foram avaliadas: da folha (MSF), do 

pseudocaule (MSP), do bulbo (MSB), da raiz (MSR) e matéria seca total da 

planta (MSTP). 
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As MSF, MSP, MSB e MSR foram obtidas por secagem em estufa, 

com ventilação forçada a 65C, até massa constante, expressa em gramas 

por planta. A MSTP foi obtida pelo somatório da MSF, MSP, MSB e MSR. 

Os 20 acessos utilizados nesse trabalho são apresentados na Tabela 1 

com seus respectivos nomes comuns e origem. 

 

Tabela 1. Relação dos 20 acessos de alho registrados no Banco de 

Germoplasmas de Hortaliças da Universidade Federal de Viçosa 

(BGH/UFV). UFV, Viçosa (MG), 2012. 

Nº Acesso Origem Nome comum 

1 4400 Capim Branco – MG Alho Roxão de Capim Branco 

2 4483 Florestal – MG Barbado do Rio Grande 

3 4499 Florestal – MG Montes Claros 

4 4500 Florestal – MG Sacaia de Guanhães 

5 4825 Rio Pantojas – ES Sapé 

6 4827 Sta Maria - Sta Leopoldina - 

7 4837 Vargem Alegre – MG - 

8 5366 Brasília – DF Cultura de tecidos 

9 5934 Viçosa – MG Amarante 

10 5936 Viçosa – MG Centenário 

11 5947 Viçosa – MG Cateto Roxo Seleção 

12 5949 Viçosa – MG Cajuru 

13 5950 Viçosa – MG Chinês – 1 

14 5952 Viçosa – MG Chinês – 4 

15 5961 - Peruano 

16 5966 Nova Venécia – ES Cateto Roxo (dt arredondado) 

17 6394 - Amarante Novo Cruzeiro 

18 6397 Presidente Médice Presidente Médice 

19 7620 Espirito Santo – ES Amarante – EPAMIG 

20 7622 Espirito Santo – ES Amarante – EPAMIG 
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3.2. Análise de agrupamento para os acessos 

 

Utilizou-se a técnica de análise de agrupamento aplicada às médias 

das quatro repetições dos acessos para avaliar a divergência genética entre 

eles. Assim, confeccionou-se um conjunto de dados multivariados, no qual os 

20 acessos de alho registrados no Banco de Germoplasma de Hortaliças 

(BGH/UFV) correspondem aos indivíduos e a matéria seca da folha, do 

pseudocaule, do bulbo e da raiz aos 150 dias após plantio correspondem às 

variáveis. A matéria seca total da planta é uma combinação linear das demais 

matérias secas, por esse motivo ela não foi considerada uma variável para a 

análise de agrupamento.   

 

 

3.2.1. Dissimilaridade entre acessos 

 

A medida de dissimilaridade adotada foi a distância generalizada de 

Mahalanobis (D2), pois se pressupôs que as características utilizadas como 

variáveis na análise de agrupamento apresentassem certo grau de correlação, 

não sendo totalmente independentes e, segundo Cruz e Carneiro (2003), a 

distância generalizada de Mahalanobis apresenta a vantagem em relação as 

distâncias euclidianas pois leva em consideração a magnitude das 

variâncias e covariâncias residuais que existem entre as características, 

possíveis de serem estimadas a partir de informações dos acessos 

avaliados em delineamentos experimentais. 

As distâncias de Mahalanobis são obtidas por meio da expressão: 

 

    
      

         

 

em que: 

    
 

 : é a distância generalizada de Mahalanobis entre os acessos i e i’; 

    
  [       ], sendo             para cada par de acessos 

(i i’); 
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     é a média do i-ésimo acesso em relação à j-ésima variável,  

          

    : é a inversa da matriz de variâncias e covariâncias residuais, cujos 

elementos da diagonal principal são os quadrados médios do resíduo 

(QMR) da análise de variância e os elementos fora dela são os produtos 

médios do resíduo (PMR) entre os pares de variáveis, podendo ser 

obtido por: 

 

 
 1 2 1 2

1 2

QMR(Y +Y ) QMR(Y ) QMR(Y )
PMR(Y ,Y )

2
 

 

uma vez que se verifica a relação: 

 

  
 1 2 1 2

1 2

V(Y Y ) V(Y ) V(Y )
Cov(Y ,Y )

2
 

 

Além de se considerar as variâncias e covariâncias residuais das 

variáveis pela distância generalizada de Mahalanobis, o procedimento de 

agrupamento foi realizado considerando-se as escalas padronizadas das 

variáveis, por meio de:      ⁄ , em que    é o desvio padrão da variável   .  

Nesse trabalho a matriz de distâncias de Mahalanobis foi determinada 

utilizando o programa GENES versão 2009.7.0 (CRUZ, 2006). 

 

 

3.2.2. Método da variância mínima de Ward 

 

O método de agrupamento escolhido para a análise foi o Método de 

Ward. Esse método, proposto por Ward (1963) baseia-se na mudança de 

variação dentro dos grupos em formação e entre eles a cada passo do 

processo de agrupamento. O procedimento também é conhecido como 

“método da variância mínima”, pois considera como função objetivo 

minimizar a soma de quadrados dentro dos grupos. 
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Para a formação inicial do grupo esse método considera o par de 

indivíduos que proporciona a menor soma de quadrados dos desvios. 

Admite-se que, em qualquer estágio, há perda de informações em razão do 

agrupamento realizado, o qual pode ser quantificado pela razão entre a 

soma de quadrados dos desvios dentro do grupo em formação pela soma de 

quadrado total dos desvios. A soma de quadrados dos desvios dentro é 

calculada considerando apenas os acessos dentro do grupo em formação e 

a soma de quadrados dos desvios total é calculada considerando todos os 

indivíduos disponíveis para análise de agrupamento. 

O agrupamento é feito a partir das somas de quadrados dos desvios 

entre acessos ou, alternativamente, a partir do quadrado da distância 

Euclidiana, uma vez que se verifica a relação: 

 

 2

' '

1

2ii ii
SQD d

 

 

 em que:  

 



' ( ')
1

v

ii j ii
j

SQD SQD
 

 

sendo 
( ')j ii

SQD
 
a soma de quadrados dos desvios, para a j-ésima variável, 

considerando os acessos i e i’. 

 

2 2

' '
1

( )
v

ii ij i j
j

d Y Y


 
 

 

em que: 

2

'ii
d : quadrado da distância euclidiana entre os acessos i e i'; 

v: número de características avaliadas; 

   : valor da caraterística j para o acesso i. 

A soma de quadrados dos desvios total é dada por: 
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

 
2

'
'

1 g g

ii
i i

SQDTotal d
g

 

 

sendo g  o número de acessos. 

Identifica-se então na matriz D (cujos elementos são os quadrados 

das distâncias Euclidianas - 
2

'ii
d ) ou na matriz S (cujos elementos são as 

somas dos quadrados dos desvios - 
'ii

SQD ) o par de acessos que 

proporciona menor soma de quadrados dos desvios. Com estes acessos 

agrupados, uma nova matriz de dissimilaridade, de dimensão inferior, é 

recalculada, considerando que: 

 

 2

( ) ( )

1
ijk ijk

SQD d
k

  

 

(k é o número de acessos no grupo, que neste caso é igual a 3). 

 

    2 2 2 2 2 2

( ) ( ) ( )ijk ij ij k ij ik jk
d d d d d d

 

 

e ainda que: 

 

 2

( ) ( )

1
ijkm ijkm

SQD d
k  

 

(k é o número de acessos no grupo, que neste caso é igual a 4). 

 

     2 2 2 2 2 2 2

( )ijkm ij ik jk im jm km
d d d d d d d

 

 

e assim sucessivamente. 

No procedimento realiza-se a análise de agrupamento fornecendo os 

g-1 (g é o número de acessos a serem agrupados) passos de agrupamento 

para que seja formado o dendrograma. 



18 

 

Como o Método de Ward (1963) originalmente tem por base a 

distância euclidiana e nesse trabalho utilizou como medida de 

dissimilaridade a Distância generalizada de Mahalanobis, foi considerado 

apenas o algoritmo do método. 

O Método de Ward pode ser definido e implementado pela família de 

algoritmos Lance e Williams (1967), que propuseram um método bastante 

geral para atualização da matriz de distâncias. Ferreira (2008) salienta que o 

método engloba todos os outros métodos hierárquicos aglomerativos, 

bastando para isso determinar adequadamente os parâmetros (     ) da 

fórmula geral proposta para atualizar a distância entre as entidades i e j, 

recém agrupadas, e uma entidade k. A fórmula de atualização é dada por: 

 

      
( )ij k i ik j jk ij ik jk

d d d d d d
 

 

em que, para o algoritmo de Ward: 

 

  
 

    
     

, , , 0j ki k k
i j k

i j k i j k i j k

n nn n n

n n n n n n n n n
 

 

Nesse caso, 
( )ij k

d  representa a distância entre as entidades i e j, 

recentemente agrupadas, e a entidade k; in , 
jn  e kn  representam o número 

de indivíduos em cada entidade. 

  

 

3.2.3. Determinação do número de grupos 

 

Para determinar o número de grupos na análise de agrupamento, 

utilizou-se nesse trabalho o procedimento sugerido por Mojena (1977). Este 

se baseia no tamanho relativo dos níveis de fusões (distâncias) no 

dendrograma para determinar o ponto de corte dos dendrogramas gerados 

pelos métodos hierárquicos e, assim, definir o número de grupos. Propõe 
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selecionar o número de grupos no passo j  que, primeiramente, satisfizer a 

seguinte inequação: 

 

1  j k  

 

em que 
1j




 é o valor de distância do nível de fusão correspondente ao 

passo j+1  e 
k

 é o valor referencial de corte, dado por: 

 


    ˆ

k
k

 

 

onde:   e 


̂  são, respectivamente, a média e o desvio padrão dos valores 

de  ; k é uma constante cujo valor a ser adotado, conforme sugerido por 

Milligan e Cooper (1985), é de k =1,25 como regra de parada na definição 

do número de grupos. 

Assim, tem-se que: 

 

 








1

1

1

1

g

j
jg

      e        


 



 

 

 
  

  


 
2

1 1
2

1 1

1

1
ˆ

2

g g

j j
j jg

g
 

 

A análise de agrupamento foi realizada utilizando a função hclust, 

pertencente ao pacote stats do software livre R versão 2.13.1 (R 

DEVELOPMENT CORE TEAM, 2011). 

 

 

3.3. Modelos de regressão não linear 

 

Assim que os grupos de acessos semelhantes foram definidos, 

ajustou-se sete modelos de regressão não linear apresentados na Tabela 2 

às médias de matéria seca do bulbo (MSB), da raiz (MSR) e total da planta 
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(MSTP) de cada grupo, utilizando como variável preditora os dias após 

plantio. 

 

Tabela 2. Modelos de regressão não linear para descrever acúmulo de 

matéria seca. 

Modelo Modelo Estatístico Referência 

A 
    

 


  3 2 3

1
1 ix

i i
y e  Mitscherlich (1919) 

B 
 



 
 

 
  

3
2

1

xie

i i
y e  

Gompertz 

(GOMPERTZ e PHILOS, 1825) 

C  







 
 3

1

2
1 i

i ix
y

e
 

Logístico 

(RATKOWSKI,1983) 

D  
  


  3

1 2
ix

i i
y e  

Meloun I 

(MELOUN e MILITKY, 1996)  

E   
 

 
  2 3

1
ix

i i
y e  

Meloun II 

(MELOUN e MILITKY, 1996) 

F 
  

  


  3

1 2
1 ix

i i
y e  Brody (1945) 

G 
  

  


  3

3

1 2
1 ix

i i
y e  von Bertalanffy (1957) 

 

em que: 


1
 é o parâmetro que representa o peso assintótico; 


2  

é um parâmetro de locação, sem interpretação biológica; 


3  

é o parâmetro que representa a taxa de maturidade, ou velocidade do 

crescimento; 

   representa a observação na variável dependente (ou variável resposta); 

   representa a variável independente (ou variável preditora); 

   representa o erro aleatório,     (    ). 
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Os modelos de Mistcherlich (A), Gompertz (B), Logístico (C), Brody 

(F) e von Bertalanffy (G) são bastante utilizados na literatura para descrever 

curvas de crescimento de animais e plantas e também acúmulo de matéria 

seca, em que Santoro et al. (2005), Sarmento et al. (2006) e Maia et al. 

(2009) utilizam os modelos B, C, F e G; Pôrto et al. (2007) utilizam o modelo 

C; Brito et al.  (2007) utilizam os modelos A e G; Silveira et al. (2011) utilizam 

os modelos A, B, C, F e G. Já os modelos Meloun I e Meloun II, propostos 

por Meloun e Militky (1996) aparecem em poucos trabalhos, pode-se citar 

Silveira et al. (2011) e Silva et al. (2011). 

Para o ajuste dos modelos utilizou-se a função nls, pertencente ao 

pacote stats do software livre R versão 2.13.1 (R DEVELOPMENT CORE 

TEAM, 2011), que tem por base o método dos mínimos quadrados 

ordinários. O método iterativo utilizado foi o de Gauss-Newton. 

 

 

3.3.1. Método dos mínimos quadrados ordinários 

 

Seja o modelo (1) do item 2.3 escrito da seguinte forma matricial: 

 

   ( )    

 

em que: 

 

    [

  

  

 
  

]        ( )  [

 (    )

 (    )
 

 (    )

]       e         [

  
  
 
  

] 

  

 A soma dos quadrados dos erros aleatórios (SSE) deverá ser 

minimizada por  . Assim, função de quadrados mínimos para um modelo 

não linear é dada por: 

 

   ( )  ∑[    (    )]
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ou, então em notação vetorial: 

 

   ( )  ‖   ( )‖  

   ( )  [   ( )] [   ( )] (2) 

 

em que ‖   ( )‖ é a norma euclidiana de    ( )  

 

Visando um melhor entendimento desse processo de estimação, faz-

se necessário definir as seguintes notações matriciais: 

 

 ( )  [

  ( )

  ( )
 

  ( )

]                

 

e 

 

 ( )  
  ( )

   
 

[
 
 
 
 
 
 
 
   ( )

   

   ( )

   

 
   ( )

   

   ( )

   

   ( )

   

 
   ( )

   

    
   ( )

   

   ( )

   

 
   ( )

   ]
 
 
 
 
 
 
 

 

 

em que  ( ) é uma função vetor de dimensão     do vetor de parâmetros 

 , de dimensão     e  ( ) é a matriz Jacobiana de  ( ). 

O estimador de mínimos quadrados  ̂ então deve satisfazer a 

equação: 

 

    ( )

   
|
    ̂ 

   

 

sendo 
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    ( )

   
 

 

   
[   ( )] [   ( )] 

    [   ( )]  ( ) 

      ( )[   ( )] 

Assim,  

 

   ( ̂)[   ( ̂)]    

 

Portanto, o sistema equações normais (SEN) para regressão não 

linear é dado por: 

 

[
 
 
 
 
 
 
 
 
   ( ̂)

  ̂ 

   ( ̂)

  ̂ 

 
   ( ̂)

  ̂ 

   ( ̂)

  ̂ 

   ( ̂)

  ̂ 

 
   ( ̂)

  ̂ 

    
   ( ̂)

  ̂ 

   ( ̂)

  ̂ 

 
   ( ̂)

  ̂ ]
 
 
 
 
 
 
 
 

(

 
 
[

  

  

 
  

]  

[
 
 
 
 
  ( ̂)

  ( ̂)

 
  ( ̂)]

 
 
 
 

)

 
 

 [

 
 
 
 

] 

 

Estas equações são não lineares em relação aos estimadores dos 

parâmetros e, em geral, não apresentam fórmulas explícitas, fazendo 

necessários processos iterativos para obter as estimativas dos parâmetros. 

 

 

3.3.2. Processo iterativo de Gauss-Newton 

 

Um método amplamente usado em algoritmos computacionais para 

regressão não linear é a linearização da função não linear conhecido por 

método iterativo de Gauss-Newton (REGAZZI, 2003). O argumento básico 

desse método é como segue. 

Suponha que se conheça uma aproximação inicial  ̂  para  ̂  As 

expansões de Taylor: 
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 (    )   (    ̂ )  
  (    ̂ )

   
(   ̂ ) 

 

das componentes de  ( ) na vizinhança de  ̂  produzem a aproximação 

linear: 

 

 ( )   ( ̂ )   ( ̂ )(   ̂ ) (3) 

 

em que: 

 

 ( ̂ )  
  ( )

   
|
   ̂ 

 

 

 Assim, o problema de minimizar a função (2) no item 3.3.1, passa a 

ser o de minimizar a função    ( ) associada à aproximação (3), dada por: 

 

   ( )  ‖   ( ̂ )   ( ̂ )(   ̂ )‖
 
 (4) 

 

  

Fazendo    ( ̂ )     e    ̂    ̂  em (4), temos que: 

 

   ( )  ‖    ( ̂ )  ̂ ‖
 
 

   ( )  [    ( ̂ )  ̂ ]
 
[    ( ̂ )  ̂ ] 

   ( )    
      

   ( ̂ )  ̂    ̂ 
    ( ̂ )     ̂ 

    ( ̂ ) ( ̂ )  ̂  

   ( )    
       ̂ 

    ( ̂ )     ̂ 
    ( ̂ ) ( ̂ )  ̂  

 

Então a derivada de    ( ) em relação a   ̂  é dada por: 

 

    ( )

   ̂ 

      ( ̂ )       ( ̂ ) ( ̂ )  ̂  

           [  ( ̂ ) ( ̂ )  ̂    ( ̂ )  ] 
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Fazendo então: 

 

    ( )

   ̂ 

   

 

obtemos o Sistema de equações normais (SEN): 

 

  ( ̂ ) ( ̂ )  ̂     ( ̂ )   

 

em que       ( ̂ ) desempenha o papel de variável dependente   e 

  ( ̂ ) o da matriz   dos modelos lineares. 

 Se  ( ̂ ) apresentar posto coluna completo, o valor de   ̂  que 

minimiza    ( ) é: 

 

  ̂  [  ( ̂ ) ( ̂ )]
  

   ( ̂ )   

 

Uma vez que   ̂      ̂ , pode-se definir um vetor: 

 

 ̂   ̂    ̂  

como estimativas atualizadas de   . 

 Utilizando o mesmo procedimento, desta vez com as estimativas 

atualizadas  ̂  no lugar de  ̂ , será produzido outro conjunto de estimativas 

atualizadas  ̂ , e assim por diante. 

 Em geral, para a k-ésima iteração tem-se: 

 ̂     ̂    ̂  

 ̂     ̂  [  ( ̂ ) ( ̂ )]
  

   ( ̂ )   

 

em que 

 ( ̂ )  
  ( )

   
|
   ̂ 
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      ( ̂ ) 

 ̂  [ ̂   ̂    ̂  ]  

  

 Esse processo iterativo continua até a convergência, ou seja, até: 

 

|
 ̂ (   )   ̂  

 ̂  
|                         

 

em que   é algum número pequeno, no default da função utilizada no 

software R, nls, esse valor é          Pode-se avaliar    ( ̂ ) a cada 

iteração para garantir que foi obtida uma redução neste valor. 

Os valores iniciais foram definidos a partir de uma transformação que 

"lineariza" a função, onde os dados transformados foram submetidos à 

regressão linear simples e as estimativas dos parâmetros desse ajuste foram 

utilizadas, de acordo com a transformação de cada modelo, no cálculo dos 

valores iniciais. 

E, segundo Souza (1998), em modelos de regressão não linear não 

se pode fazer afirmações gerais sobre as propriedades dos estimadores de 

quadrados mínimos, tais como não tendenciosidade e variância mínima, 

exceto para grandes amostras.   

 

 

3.3.3. Avaliadores da qualidade do ajuste 

 

Depois de ajustados os modelos, calculou-se três avaliadores de 

qualidade de ajuste para cada modelo. Os avaliadores calculados foram o 

coeficiente de determinação (  ), o quadrado médio do resíduo (   ) e o 

desvio médio absoluto dos resíduos (   ), proposto por Sarmento et al. 

(2006). 
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3.3.3.1. Coeficiente de determinação (  ) 

 

Há algumas discussões sobre o    para regressão não  linear,  por 

exemplo, Ratkowsky (1990) comenta que o    não tem nenhum 

significado óbvio no caso de modelos de regressão não linear e não 

precisa ser calculado. 

Já Souza (1998) observa que a qualidade do ajustamento pode ser 

medida pelo quadrado do coeficiente de correlação entre os valores 

observados e preditos, mesmo no caso de modelo de regressão não linear, 

que pode ser calculada também com a utilização da fórmula dada a seguir: 

 

     
   

   
 (5) 

 

em que SQR é a soma dos quadrados residuais e SQT é a soma de 

quadrados total corrigida pela média. 

 Quanto maior é o coeficiente de determinação, melhor é o ajuste dos 

dados ao modelo. 

Nesse trabalho, assim como em outros encontrados na literatura 

(AGOSTINETTO et al., 2004; SARMENTO et al., 2006; MAIA et al., 2009), 

foi utilizada a equação (5) para o cálculo do coeficiente de determinação.  

 

 

3.3.3.2. Quadrado médio do resíduo (QMR) 

 

O Quadrado médio do resíduo é dado por: 

 

 








2

1

ˆn
i i

i

y y
QMR

n p  

 

em que: 

n é o número de observações; 
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p é o número de parâmetros; 

i
y  é o valor observado da matéria seca da característica em questão; 

ˆ
i

y  é o valor estimado matéria seca da característica em questão pelo 

modelo analisado. 

Quanto menor é o valor de QMR, melhor é o ajuste dos dados ao 

modelo. 

 

 

3.3.3.3. Desvio médio absoluto dos resíduos (DMA) 

 

Esse avaliador da qualidade do ajuste foi proposto por Sarmento et al. 

(2006),  onde o desvio médio absoluto dos resíduos é dado por: 

 








1

ˆ
n

i i
i

y y
DMA

n  

 

em que n é o número de observações, 
i

y  é o valor observado da matéria 

seca da característica em questão  e ˆ
i

y  é o valor estimado matéria seca da 

característica em questão pelo modelo analisado. 

Quanto menor o desvio médio absoluto dos resíduos, melhor é o 

ajuste dos dados ao modelo. 

 

 

 Após calculados os avaliadores da qualidade do ajuste analisou-se 

quais dos modelos referentes ao acúmulo de cada matéria seca de cada 

grupo melhor se ajustaram.  
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4. RESULTADOS E DISCUSSÃO 

 

 

 

4.1. Agrupamento dos acessos 

 

Utilizando o método de Mojena (1977) e k = 1,25 determinou-se um 

ponto de corte no dendrograma obtido com o algoritmo de Ward na distância 

16,63 (valor do critério    do método de Mojena), que corresponde a 40,06% 

da distância máxima observada nos níveis de fusão (Figura 1).  

 

 

Figura 1. Dendrograma obtido com o algoritmo de Ward com base na 

distância generalizada de Mahalanobis (D² ) para agrupamento de 

20 acessos de alho pertencentes ao BGH/UFV. UFV, Viçosa 

(MG), 2012 
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 Assim, foram definidos três grupos de acessos, como se observa na 

Tabela 3. 

 

Tabela 3. Formação dos grupos de 20 acessos de alho do BGH/UFV 

obtidos com o algoritmo de Ward com base na distância 

generalizada de Mahalanobis (D² ). UFV, Viçosa (MG), 2012. 

Grupo 
Nº de 

acessos 
Acessos 

I 3 1      3      4 

II 9 9      11      12      13      14      15      17      18      20 

III 8 2      5      6      7      8      10      16      19 

 

As médias de cada grupo para a matéria seca do bulbo (MSB), da raiz 

(MSR) e total da planta (MSTP) em cada período avaliado estão 

apresentadas na Tabela 4. 

  

Tabela 4. Valores médios das características de matéria seca do bulbo 

(MSB), da raiz (MSR) e total da planta (MSTP), em gramas por 

planta, dos respectivos grupos e dias após plantio. UFV, Viçosa 

(MG), 2012. 

Características Grupos 
Dias após plantio 

60 90 120 150 

MSB 

I 0,089 0,495 4,671 18,550 

II 0,098 0,688 6,783 14,117 

III 0,091 0,739 8,666 14,797 
 

 
     

MSR 

I 0,130 0,495 1,488 2,233 

II 0,093 0,274 0,713 1,106 

III 0,055 0,276 1,027 1,192 
 

     

MSTP 

I 0,996 4,558 19,083 28,258 

II 0,868 4,081 17,119 20,367 

III 0,683 3,902 17,126 20,003 
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Verifica-se que, para a matéria seca do bulbo, apesar do grupo I ter 

apresentado as menores médias nos três primeiros períodos avaliados, aos 

150 dias após plantio a média dessa característica apresentou-se bem maior 

que as médias dos demais grupos. Já para as outras características, as 

matérias secas do grupo I se apresentaram mais altas em todos os períodos 

avaliados durante o crescimento da planta, indicando que os acessos do 

grupo I, no geral, possuem maiores matérias secas das três características 

(bulbo, raiz e planta toda). 

 

 

4.2. Estimativas dos parâmetros dos modelos de regressão não 

linear e avaliadores da qualidade do ajuste 

 

Os dados contidos na Tabela 4 do item 4.1 então foram submetidos 

ao ajuste dos sete modelos apresentados na Tabela 2 do item 3.3. Para 

todos os grupos houve convergência de pelo menos dois modelos. Nas 

Tabelas 5, 6 e 7, são apresentadas as estimativas dos parâmetros e os 

avaliadores da qualidade do ajuste, de acordo com os modelos ajustados, 

para as médias de matéria seca do bulbo (MSB), da raiz (MSR) e total da 

planta (MSTP) de cada grupo de acesso, respectivamente. 

Observa-se na Tabela 5 que o coeficiente de determinação    foi de 

0,999 para todos os modelos ajustados nos dois primeiros grupos e no grupo 

III ele só foi diferente em um modelo, o de von Bertalanffy, ainda assim com 

valores bem próximos de 1, indicando que, de modo geral, os dados dos três 

grupos se ajustaram bem aos modelos que convergiram. Comparando os 

valores de quadrado médio do resíduo (   ) e de desvio médio absoluto 

dos resíduos (   ) dos modelos ajustados dentro de cada grupo de 

acessos, pode-se perceber que, apesar da pequena diferença entre eles, o 

modelo Logístico foi o melhor ajustado, mostrando os menores valores para 

esses dois últimos avaliadores. Verifica-se ainda que essas diferenças entre 

o modelo Logístico e de Gompertz foram menores que as diferenças entre o 

modelo Logístico e de von Bertalanffy.  

Pode-se verificar também que, no grupo I, o modelo Logístico indicou 

um peso assintótico de 26,323 g, já o modelo de Gompertz apresentou 
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 ̂         , valor esse alto demais para representar peso assintótico da 

matéria seca do bulbo, não se mostrando um bom representante para essa 

característica. Já nos dois outros grupos, as estimativas para o parâmetro 

 ̂ , que representa o peso assintótico da matéria seca do bulbo, foram mais 

aproximadas entre si, sem apresentar uma dispersão maior como no grupo I.  

As estimativas  ̂  dos modelos Logísticos ajustados nos três grupos 

de acessos foram relativamente altas, porém, como este não tem 

interpretação biológica, sendo apenas um parâmetro de locação, essa 

ocorrência não indicou nenhum problema de ajuste. 

 A Figura 2 apresenta as curvas dos modelos que tiveram os melhores 

ajustes para cada grupo de acessos em relação à matéria seca do bulbo 

que, como comentado acima, foi o modelo Logístico. 

 

 

Figura 2. Curvas de acúmulo de matéria seca do bulbo (MSB) ajustadas 

pelo modelo Logístico dos três grupos de acessos de alho. UFV, 

Viçosa (MG), 2012. 
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 Pode-se verificar nesse gráfico que a curva que representa o melhor 

modelo ajustado para a matéria seca do bulbo (MSB) no grupo I, o Logístico, 

estava abaixo das curvas do modelo Logístico dos outros dois grupos, 

ultrapassando-as por volta dos 140 dias após plantio. Essa ocorrência pode 

indicar ao pesquisador, se houver pretensão de colheita antes de 140 dias 

após o plantio, uma recomendação de que se utilize acessos semelhantes 

aos acessos que formam o grupo 3, que se mostrou superior até esse 

período. A partir daí, a sugestão é para que se utilize acessos semelhantes 

aos pertencentes ao grupo 1. 

Analisa-se também que os modelos Logísticos representantes dos 

grupos II e III apresentaram um formato sigmoidal bem mais definido do que 

o grupo I. Formato esse que se pode observar bem definidamente em 

trabalhos envolvendo curvas de crescimento de bananeiras e acumulo de 

matéria seca do bulbo de cebolas (MAIA et al., 2009; PÔRTO et al., 2007). 

 A Tabela 6 apresenta que o coeficiente de determinação (  ) variou 

de 0,995 a 0,999 no grupo I, de 0,996 a 0,999 no grupo II e de 0,933 a 0,999 

no grupo III para o ajuste dos modelos referentes às médias de matéria seca 

da raiz (MSR), sendo que o maior valor (de 0,999) foi calculado para o 

modelo Logístico nos três grupos. Observa-se também que no grupo II, o 

    e     tiveram uma menor variação, com                 e 

               , e no grupo III, maior variação, com                    

                e                .  

Todos os valores mínimos calculados para esses dois avaliadores 

foram provenientes do ajuste para o modelo Logístico, concordando com a 

análise do    de que este modelo foi o melhor ajustado para matéria seca da 

raiz nos três grupos, já que esses dois últimos avaliadores são julgados 

como melhores quando seus valores são menores. 

 As curvas do modelo Logístico, que foi o modelo melhor para os três 

grupos de acessos em relação à matéria seca do da raiz, seguem 

apresentadas na Figura 3. 

As informações obtidas na Figura 3 condizem com os valores 

observados na Tabela 4 do item 4.1. Essa tabela aponta que as maiores 

médias de matéria seca da raiz foram apresentadas pelo grupo I e isto é 

verificado na Figura 3 quando se observa que a curva contínua, referente ao 
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grupo I, está sempre acima das demais curvas, representantes dos outros 

dois grupos de acessos, lembrando que o modelo Logístico foi o melhor 

ajustado também para essa característica. 

 

 

Figura 3. Curvas de acúmulo de matéria seca da raiz (MSR) ajustadas pelo 

modelo Logístico dos três grupos de acessos de alho. UFV, 

Viçosa (MG), 2012. 

 

 Verifica-se que o grupo II já atingiu seu peso assintótico por volta dos 

130 dias após plantio, enquanto grupos I e III demoraram mais para atingir o 

peso assintótico, por volta dos 150 dias após plantio. (Figura 3). 

 É observado na Tabela 7 que todos os sete modelos propostos 

tiveram convergência para as médias de matéria seca total da planta 

(MSTP) referentes ao grupo III. Os avaliadores da qualidade do ajuste dessa 

característica nesse grupo tiveram variações de               , 

                 e                , em que o maior valor de    
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e os menores valores de     e     foram observados quando se ajustou 

o modelo Logístico, indicando que o modelo Logístico também foi o melhor 

ajustado para a matéria seca total da planta no grupo III.  Ainda em relação  

aos ajustes de modelos desse grupo, pode-se observar que as estimativas 

dos parâmetros    e    para os modelos de Mitscherlich, Meloun I, Meloun II 

e Brody são aproximadamente iguais, isso pode ser que ocorra devido ao 

fato de que esses quatro modelos são apenas reparametrizações diferentes 

de um mesmo modelo, em que as mudanças nos valores das estimativas só 

acontece para o parâmetro   . 

 Os grupos I e II também apresentaram melhores avaliadores da 

qualidade do ajuste para o modelo Logístico, podendo dizer então que o 

modelo Logístico obteve melhor ajuste para os três grupos em relação à 

matéria seca total da planta. Assim, as curvas desse modelo para os três 

grupos de acessos em relação à matéria seca total da planta, seguem 

apresentadas na Figura 4. 

 

 

Figura 4. Curvas de acúmulo de matéria seca total da planta (MSTP) 

ajustadas pelo modelo Logístico dos três grupos de acessos de 

alho. UFV, Viçosa (MG), 2012. 
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 Observa-se na Figura 4 que as curvas de modelo Logístico 

representantes dos grupos II e III para a matéria seca total da planta foram 

bem semelhantes, já o grupo I, que teve médias maiores em relação aos 

outros dois grupos, como foi verificado na Tabela 4 do item 4.1, apresentou 

também a curva do modelo Logístico acima das demais curvas. Além disso, 

verifica-se que as curvas dos grupos II e III atingiram seu peso assintótico 

por volta dos 130 dias após plantio, enquanto a curva o grupo I começou a 

se estabilizar já perto dos 150 dias. 

 

 No trabalho de Maia et al. (2009) verificou-se também que o modelo 

Logístico foi o melhor ajustado para descrever curvas de crescimento em 

bananeiras, além disso Pôrto et al. (2007), utiliza o modelo Logístico para 

descrever acúmulos de matéria seca da parte aérea, do bulbo e da planta 

inteira da cultura de cebola, tendo como resultados ótimos ajustes. 
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5. CONCLUSÕES 

 

 

 

A análise de agrupamento realizada forneceu três grupos de acessos 

mais semelhantes, com três, oito e nove acessos cada um. 

O modelo Logístico apresentou os melhores ajustes para descrever o 

acúmulo de matéria seca do bulbo, da raiz e total da planta de três grupos 

de acessos de alho pertencentes ao Banco de Germoplasma de Hortaliças 

da Universidade Federal de Viçosa, formados por meio de análise de 

agrupamento.  
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A – Script das análises de agrupamento no Software R 

 

 

 

######################################################### 

#                     Análise de Agrupamento 

######################################################### 

 

######################################################### 

# Distância generalizada de Mahalanobis  

######################################################### 

 

mah=read.table("E:\\Dissertação\\Análises\\1. Agrupamento 

dos acessos\\mahalanobis",header=F) 

D2=as.matrix(mah) 

colnames(D2)=c(1:20) 

matrizD2=as.dist(m = D2, diag = FALSE, upper = FALSE) 

 

 

######################################################### 

# Método de agrupamento de Ward 

######################################################### 

 

k=1.25   # valor sugerido por Milligan e Cooper (1985)  

ward=hclust(matrizD2,method="ward") 

 

 

######################################################### 

# Dendrograma e ponto de corte 

######################################################## 

 

### Ponto de corte definido segundo Mojena (1977): 

 

PC=mean(ward$height)+k*sd(ward$height)    
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### Dendrograma: 

 

par(family="serif",las=1,cex=1.2) 

plot(ward, hang = -1,cex=0.7,main=" ",sub=" ", xlab=" 

",ylab="Dissimilaridade") 

abline(h=PC,v=NULL,col=1,lty=2) 
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B – Script dos ajustes dos modelos no Software R 

 

 

 

# ############################################################ 

#            Ajustes dos modelos de regressão não linear 

# ############################################################ 

 

# ############################################################ 

# Definindo as variáveis 

# ############################################################ 

 

### Variável independente - Dia após plantio (DAP): 

 

x=c(60,90,120,150)    

         

### Variável dependente - médias da matéria seca total da   

###  planta dos acessos pertencentes ao grupo 3, em gramas: 

 

y=c(0.683,3.902,17.126,20.003)  

 

 

# ############################################################ 

# Ajuste dos modelos 

# ############################################################ 

 

 

### Modelo A - Mitscherlich 

 

mA=nls(y~A*(1-exp(B*C-C*x)),start = list(A=10,B=100,C=0.1)) 

 

summary(mA) 

 

 

### Modelo B - Gompertz 

 

mB=nls(y~A*exp(-B*exp(-C*x)),start = list(A=20,B=395,C=0.07)) 
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summary(mB) 

 

 

### Modelo C - Logístico 

 

mC= nls(y ~ A/(1 + B*exp(-C*x)),  

start = list(A=20,B=395,C=0.07)) 

 

summary(mC) 

 

 

### Modelo D - Meloun I 

 

mD= nls(y~A-B*exp(-C*x), start = list(A=22,B=148,C=0.03), 

control=nls.control(maxiter=100)) 

 

summary(mD) 

 

 

### Modelo E - Meloun II 

 

mE= nls(y ~ A-exp(-B-C*x), start = list(A=22,B=-6,C=0.006), 

control=nls.control(maxiter=100,minFactor=1/2048)) 

 

summary(mE) 

 

 

### Modelo F - Brody 

 

mF= nls(y ~ A*(1-B*exp(-C*x)), start = list(A=20,B=51,C=0.05)) 

 

summary(mF) 

 

 

### Modelo G - von Bertalanffy 
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mG= nls(y ~ A*(1-B*exp(-C*x))^3, 

start = list(A=20,B=51,C=0.05)) 

 

summary(mG) 

 

 

# ############################################################ 

# Avaliadores da qualidade do ajuste 

# ############################################################ 

 

 

### Coeficiente de determinação (R2): 

 

# soma de quadrados residual: 

SQE_mC = summary(mC)$sigma^2*summary(mC)$df[2] 

 

# soma de quadrado total corrigida: 

SQT_mC = var(y)*(length(y)-1) 

 

R2_mC = 1 - (SQE_mC)/(SQT_mC) 

 

R2_mC 

 

 

 

### Quadrado médio do resíduo (QMR): 

 

# vetor dos valores estimados: 

 

y_est=predict(mC,x) 

 

QMR_mC=sum((y-y_est)^2)/summary(mC)$df[2]) 

 

QMR_mC 

 

 

### Desvio médio absoluto do resíduo (DMA): 
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DMA_mC = sum(abs(y-y_est)/(length(y)) 

 

DMA_mC 

 

 

 

# ############################################################ 

# Plotar a curva 

# ############################################################ 

 

 

par(family="serif",cex=0.9) 

 

plot(x,y,ylab="MSTP (g)",xaxt="n",xlim=c(60,150)) 

axis (1, xaxp = c(60,150,3)) 

 

curve(coef(mC)[1]/(1+coef(mC)[2]*exp(- 

coef(mC)[3]*x)),add=T,lty=1) 

 

 

 

# ############################################################ 

# Observações 

# ############################################################ 

 

### 1. Os valores iniciais foram definidos a partir de uma   

### transformação que "lineariza" a função, onde os dados    

### transformados foram submetidos a regressão linear simples 

### e as estimativas dos parâmetros desse ajuste foram      

### utilizadas, de alguma forma, no cálculo dos valores     

### iniciais. 

  

### 2. O ajuste dos modelos para as outras características e 

### para os outros grupos, o ajuste é os cálculos dos       

### avaliadores para os outros modelos são realizados       

### utilizando os mesmos procedimentos acima. 
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### 3. A função nls ajusta modelos pelo método dos mínimos   

### quadrados ordinários e tem como default o método iterativo 

### de Gauss-Newton. 


